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SERGIoT: Diseño de una estrategia de Gemelos Digitales para la gestión eficiente de invernaderos

Una propuesta para la gestión eficiente de invernaderos mediante tecnologías digitales avanzadas.

Objetivo: Desarrollar una tecnología de gemelos digitales para automatizar procesos agronómicos 
en invernaderos, con el fin de reducir el impacto ambiental de la agricultura intensiva
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Capa Agrícola Física: cultivos, agua, 

tierra y actuadores.

Capa IoT: Red multiescala que captura 

datos ambientales en tiempo real.

Capa de Predicción IA: Procesamiento y 

predicciones: Temperatura, humedad y 

radiación.

Interfaz de Simulación 4D: Entorno 

interactivo para ensayos virtuales.

Gemelo Digital 4D
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Coordinador
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Enfoqué clásico SERGIoT

Centrada en la nube Computación en el Edge

Univariante Multivariante

Específica del invernadero origen IA transferible

Entrenamiento intensivo y costoso Entrenamiento eficiente – Green AI

Cambio de paradigma
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Enfoqué clásico SERGIoT

Caída en la recopilación de datos Caché en el borde (Edge computing) y 
supervisión remota autónoma.

Inexactitud del modelo por cambio 
climático

Reentrenamiento continuo, validación e IA 
generalizable

Lento despliegue en el mercado Modelo SaaS (Software as a Service) 
escalables y prototipado ficticio que elimina 
la necesidad de hardware masivo inicial.

Riesgos
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¿Cómo crear un invernadero inteligente sin historial?

El problema no es la captura de datos actuales, sino la 
inexistencia del pasado
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Enfoqué clásico SERGIoT

Datos Sensores físicos internos. APIs meteorológicas 
globales. Más de 5 años de 
historia inmediata 
(Weatherbit API)

Tiempo De 1 a 2 años de calibración. Desde el día 0.

Escalabilidad Lenta. Atada a la instalación física. Masiva. Independiente del 
hardware inicial

Despliegue Historia Cero
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Dos fases

Modelos Deep Learning traducen las

mediciones externas en series interiores

sinteticas.

Temaperatura, humedad y Radiación

exterior vía API´s meteorológicas

Modelos de pronóstico entrenan

exclusivamente con estas secuencias

sintéticas generadas, aprendiendo a predecir

el future.

MAPEO
1

PREDICCIÓN
2

El modelo aprende cómo afecta la 

estructura física (cristales, dimensiones…) 

Generando una serie histórica de datos 

sintéticos del interior a partir del exterior.
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5 años de historia 
exterior

6 invernaderos 
diferentes.

6 Algoritmos

El objetivo no es crear el mejor modelo para un sitio, sino probar que la 
metodología Historia-cero sobrevive a la geografía y a las diferencias de hardware.
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Mapeo de la temperatura interior a partir de la exterior
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Seis diferentes algoritmos

Aprenden 
relaciones no 
lineales entre 

variables 
climáticas, 
aunque no 

modelan de 
forma natural la 

evolución 
temporal.

MLP

Incorporan 
memoria y son 
adecuadas para 

predecir las 
variables 

temperatura, 
humedad y 

radiación a partir 
de series 

temporales

LSTM

Añaden una 
etapa 

convolucional 
capaz de 
detectar 

patrones locales, 
como picos de 

radiación o 
caídas bruscas de 

humedad. 

CNNLSTM

Al incorporar atención pueden 
identificar los instantes más 
relevantes de la secuencia, 
mejorando la precisión y la 

interpretabilidad.

LSTM
+Atención

CNNLSTM
+Atención

Usan la 
autoatención para 

analizar toda la 
secuencia 

temporal a la vez, 
identificando 

mejor las 
relaciones 

relevantes y 
dependencias 

largas entre las 
variables 

exteriores e 
interiores del 
invernadero.

TRANSFORMER
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TRANSFORMER

El Transformer destaca frente al resto de modelos por su capacidad 
para capturar relaciones globales y dependencias largas entre 
variables climáticas, mostrando una mayor robustez cuando se 
entrena con datos sintéticos y se aplica a condiciones reales de 
invernadero.
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En el 51% de los escenarios evaluados, los modelos entrenados

exclusivamente con dates sintéticos igualaron o superaron la precisión

de los modelos entrenados con años de sensores físicos reales.

¿Por qué un modelo sintético puede superar a uno real?

El proceso de mapeo actúa como un filtro, eliminando el ruido de alta

frecuencia y los errores de los sensores físicos, entregando una

señal termodinámica mas limpia al predictor.

El transformer entrenado con datos sintéticos Iguala o superó a su

homólogo entrenado con datos reales en el 70 % de sus

implementaciones.
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▪ Se valida un framework de deep learning en dos etapas capaz de generar datos 

interiores sintéticos de invernadero a partir de datos meteorológicos exteriores. 

▪ Los modelos entrenados con datos sintéticos alcanzan un rendimiento 

comparable al de los modelos entrenados con datos reales, demostrando que 

pueden sustituir a históricos interiores cuando no están disponibles. 

▪ Los modelos basados en atención, especialmente los Transformers, muestran la 

mejor generalización y mayor robustez frente a artefactos sintéticos. 

▪ El enfoque es especialmente sólido para variables como temperatura y humedad, 

aunque la radiación presenta limitaciones por factores locales no medidos, 

como sombras. 

▪ Esta aproximación permite desplegar sistemas predictivos de forma más rápida y 

económica en invernaderos nuevos o con pocos datos. 

Conclusiones
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El clima exterior ya contiene el código del clima interior 

Solo necesitamos el puente para traducirlo
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